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Session 22 Digital Circuits and SoCs II: Processors for Sensing, Media and AI 

이번 2026 IEEE CICC의 Session 22는 Digital Circuits and SoCs II: Processors for Sensing, 

Media and AI라는 주제로 구성되었으며 본 글은 현재 원고에 포함된 #22-1 event-based 

optical flow accelerator, #22-2 4D radar accelerator, #22-7 STELLA CGRA 논문을 중심으로 

정리하였다  

#22-1 본 논문은 event-based camera의 spike stream을 입력으로 받아 pixel 단위 

motion field, 즉 optical flow를 추정하는 Hybrid U-Net을 28 nm CMOS에서 가속한 연구

이다. Optical flow는 ego-motion estimation, segmentation, SLAM처럼 움직임 정보를 직

접 사용하는 후단 알고리즘의 핵심 전처리이다. 전력 예산이 작고 빠른 temporal 

response가 요구되는 autonomous driving/flying, embodied intelligence 응용에서는 fixed 

frame rate를 갖는 conventional camera보다 event camera가 유리하지만, event stream에

서 공간-시간 정보를 추출하는 모델을 실제 칩에서 효율적으로 실행하려면 activation, 

weight, input stream에서 발생하는 중복을 동시에 줄여야 한다. 

대상 모델인 Hybrid U-Net은 SNN down-sampling과 ANN up-sampling을 결합한다. SNN 

부분은 spike event를 time-step별로 accumulation하고 LIF 동작으로 spatial-temporal 

feature를 만든다. ANN 부분은 real-valued activation을 사용해 optical flow를 복원한다. 

이 구조는 MVSEC dataset에서 AEE 1 pixel 미만의 정확도를 보이지만, multi-level U-Net, 

SNN/ANN 혼합 연산, non-linear selection function, feature map 재사용이 모두 포함되어 

단순 CNN accelerator 방식으로는 예상만큼 높은 효율을 얻기 어렵다. 

저자들은 Hybrid U-Net의 비효율을 세 가지로 분석한다. 첫째, MaxPool은 non-maximum 

value를, ReLU는 negative value를 버리므로 다음 layer에 전달되지 않는 값을 계산하는 

연산이 전체의 71.3%에 이른다. 둘째, 8-bit signed weight의 MSB 쪽 반복 sign-extension 

bit가 전체 weight external-memory-access의 84.7%를 차지한다. 이러한 반복 bit의 폭은 

weight group마다 다르기 때문에 fixed bit-width split 방식으로는 효율적으로 줄이기 어

렵다. 셋째, event camera 입력은 움직임 상태가 안정적이거나 배경이 비어 있을 때 

adjacent input stream 사이의 변화가 작고, MVSEC sub-dataset에서 평균 input interval이 

커질수록 average similarity가 90% 이상까지 증가한다. 



 

[그림 1] Hybrid U-Net 기반 optical flow 추정 흐름과 MaxPool/ReLU redundancy, weight EMA, 

input similarity 문제. 

제안 하드웨어는 Redundancy Speculation, Bit-Width-Aware Compression, Deep-Level-Skip 

Scheme을 하나의 dataflow 안에 결합한다. Dense-Channel-First Speculation은 output 

channel마다 density가 다르다는 점을 이용해 dense channel을 먼저 계산하고, 일정 

input channel 수 이후 MaxPool/ReLU 결과를 조기에 추정한다. 이후 non-maximum 또는 

negative address로 예상되는 위치는 남은 channel 계산에서 skip되며, Load and Skip 

Detector가 all-zero input과 redundant address를 감지해 PE clock gating을 적용한다. 

Channel Order Generator는 계산된 output accumulation을 바탕으로 다음 layer에서 우선 

처리할 dense channel 순서를 다시 정렬한다. 

BWAC는 adjacent weight를 group으로 묶고 group별 required minimum bit-width와 

Non-zero Map을 저장한다. BWADU는 compression address, Min. BW, Non-zero Map을 읽

어 현재 group의 bit range를 선택하고, bit-shift와 sign extension을 통해 원래 8-bit 

weight 순서를 복원한다. DLSS는 Level 0의 feature map과 이전 feature map을 비교해 

similarity가 threshold보다 높으면 deep U-Net level을 생략한다. 구현은 기존 PE line과 

on-chip memory를 재사용해 feature difference와 threshold comparison을 수행하도록 구

성된다. 

 

[그림 2] 제안 optical-flow accelerator의 전체 architecture 



측정 칩은 28 nm CMOS에서 제작되었고 die area는 1.45 𝑚𝑚𝑚𝑚2, core area는 0.80 𝑚𝑚𝑚𝑚2이

다. 0.625-1.2 V, 12-744 MHz에서 동작하며, MVSEC 평가에서 EMA를 포함한 system 

energy efficiency 14.07 TOPS/W를 달성한다. Redundancy speculation, BWAC, DLSS를 모두 

적용했을 때 8-bit quantized baseline 대비 mean AEE 증가는 0.03에 그쳤고, overall 

operation은 0.20x, EMA는 0.08x, energy cost는 0.12x, latency cost는 0.19x로 감소하였다. 

 

#22-2 본 논문은 4D radar point cloud 기반 3D object detection을 실시간 저전력으로 수

행하기 위한 65 nm sparse accelerator를 제안한다. 4D radar는 3차원 공간 정보에 

Doppler velocity 정보를 추가로 제공하므로 rain, fog, snow 등 악천후에서도 camera와 

LiDAR보다 안정적인 sensing을 제공할 수 있다. 그러나 radar tensor를 voxelize한 뒤 3D 

sparse convolution backbone을 처리하는 과정에서는 frame당 약 96,189 voxel이 존재하

고, noise filtering으로 95% sparsity를 만들더라도 이를 실제 하드웨어 효율로 연결하는 

데 높은 index 제어 비용이 발생한다. 

기존 sparse convolution accelerator는 3x3x3 kernel의 output voxel을 만들기 위해 주변 

26개 neighbor를 active voxel lookup table이나 CAM/LUT에서 검색한다. 하지만 4D radar 

input은 irregular activation sparsity가 강하고 weight pruning까지 적용되면 search miss와 

idle cycle이 증가한다. 논문은 sparse input/weight 조건에서 hardware utilization이 약 7% 

수준으로 낮아질 수 있으며, 3D convolution의 dilation이 중요하지 않은 voxel 주변까지 

active output을 확장해 불필요한 computation을 만든다고 설명한다. 

제안 모델 최적화는 structured N:M kernel pruning과 Importance-based Run-time Input 

Pruning(IRIP)을 결합한다. 3x3x3 kernel은 세 개의 3x3 slice로 나뉘며, 각 slice에서 32개 

input channel의 spatial L1 norm을 평균해 top N=1 위치만 남기는 1:9 pruning을 수행한

다. 모든 input channel이 같은 pruning pattern을 공유하므로 output coordinate는 input 

index와 remaining weight index의 단순 addition으로 계산된다. IRIP는 incoming 

activation의 running mean을 기준으로 중요한 voxel은 SP-Conv로 처리하고 중요하지 않

은 voxel은 Subm-Conv로 제한하여 dilation redundancy를 줄인다. 

 
[그림 3] 4D radar processing pipeline과 sparse convolution의 세 가지 구현 병목. 



핵심 하드웨어는 Dynamic Accumulation Unit(DAU)이다. 기존 방식이 active voxel table에

서 neighbor를 찾는 것과 달리, DAU는 PE array가 생성한 output index-value stream을 

COO-sorted order로 받아 같은 index의 partial sum을 SRAM에 동적으로 누적한다. 

Compare tree는 FIFO에서 들어온 candidate output index와 SRAM buffer의 current index

를 비교하고, match되는 경우에만 partial sum을 accumulate한다. 이를 통해 activation과 

weight가 모두 sparse한 dual-sparse 상황에서도 neighbor-search-free convolution이 가

능해진다. 

 

[그림 4] 32x32 PE array, DAU, IPM을 포함한 radar accelerator 구조. 

하드웨어는 32x32 systolic PE array, 80 KB on-chip SRAM, 1x32 index calculation unit, 64-

depth input/output FIFO, DAU, IPM으로 구성된다. Sparse-adaptive PE는 zero input 또는 

invalid output index 조건에서 psum update를 막고 accumulator clock gating을 적용한다. 

13-bit psum register가 PE power의 큰 비중을 차지하므로, accumulator activity를 줄이는 

구조가 에너지 효율에 직접 기여한다. Double-buffered PSUM SRAM은 incoming partial 

sum 처리와 existing psum read를 병렬화해 DAU의 streaming 처리율을 유지한다. 

Prototype은 65 nm CMOS에서 2.0 𝑚𝑚𝑚𝑚  x 3.0 𝑚𝑚𝑚𝑚 , 즉 6.0 𝑚𝑚𝑚𝑚2  면적으로 제작되었고 

1024개의 PE와 80 KB SRAM을 포함한다. K-Radar dataset과 RTNH model 평가에서 FP16 

baseline BEV mAP 58.94 대비 58.11 mAP를 달성해 accuracy loss를 1% 미만으로 유지하

였다. DAU는 CAM 기반 neighbor search 대비 end-to-end latency를 81.5% 줄였고, 0.85 

V에서 2.55 TOPS/W와 204.67 GOPS/𝑚𝑚𝑚𝑚2를 달성하였다. 기존 3D point cloud accelerator 

대비 energy efficiency는 1.48x, area efficiency는 2.71x 높다. 

 

#22-7 본 논문은 LayerNorm, GELU, Softmax, FFT, circular convolution처럼 MatMul 중심 

NPU가 직접 처리하기 어려운 non-MatMul kernel을 위한 16 nm spatio-temporal elastic 

CGRA SoC인 STELLA를 제안한다. 최근 AI model은 matrix multiplication뿐 아니라 



normalization, activation, reduction, transform 계열 operator를 많이 포함하며, 이러한 

non-MatMul operator는 GPU 기반 LLM inference latency의 40% 이상을 차지할 수 있다. 

따라서 MatMul array의 peak TOPS만 높이는 방식으로는 전체 inference latency를 충분히 

줄이기 어렵다. 

논문은 target kernel의 challenge를 multi-stage fused pipeline으로 정의한다. LayerNorm

을 예로 들면 mean/variance 계산은 input length만큼 반복되고, normalization factor 계

산은 1회성 stage이며, scaling stage는 다시 input length만큼 반복된다. 이처럼 stage별 

loop iteration count가 서로 다르고, mean, variance, normalization factor처럼 runtime에 

계산된 intermediate value를 이후 stage에서 반복 재사용해야 한다. 또한 AI algorithm이 

빠르게 변화하므로 특정 operator에만 최적화된 heterogeneous ASIC보다 새로운 

operator와 dataflow를 수용할 수 있는 reconfigurable fabric이 필요하다. 

 

[그림 5] Non-MatMul multi-stage fused pipeline kernel과 STELLA 설계 동기. 

STELLA는 4x4 cardinal-meshed ST-CGRA fabric, 64-bit vectorized PE, 128 KiB L1 scratchpad 

memory, RV32I host CPU로 구성된다. Spatio-temporal CGRA는 각 PE가 cycle-by-cycle로 

configuration을 바꾸도록 하여 spatial CGRA의 single-command routine 한계를 완화한다. 

Top-level에는 rapid stream-in configuration path와 per-PE hardware loop control이 포함

된다. Per-PE hardware loop control은 최대 4개 sub-stage context를 저장하며, 각 context

에는 loop iteration threshold, instruction base address, instruction offset이 포함된다. 이를 

통해 multi-stage kernel을 software loop나 반복적인 전체 reconfiguration 없이 PE 내부 

hardware loop로 전환할 수 있다. 

Rapid configuration path는 kernel이 4-stage limit을 넘는 경우에도 instruction buffer와 

constant buffer를 빠르게 다시 채우도록 한다. 일반 CSR 기반 configuration은 

bandwidth가 낮아 reconfiguration overhead가 크지만, STELLA는 load/store streamer와 

shared memory controller를 이용해 stream-partitioned 방식으로 PE configuration을 공급

한다. 이 구조는 kernel mapping의 flexibility를 유지하면서 stage 전환 비용을 낮춘다. 



 

[그림 6] STELLA SoC, CGRA fabric, per-PE hardware loop, rapid configuration path. 

PE micro-architecture는 low-latency와 runtime data reuse를 직접 지원한다. CU Input FIFO

는 값이 pop되지 않고 반복 재사용될 수 있도록 구성되어 LayerNorm의 mean/variance

처럼 이후 stage에서 필요한 runtime-computed value를 in-place로 유지한다. Hazard-free 

CU output fast forwarding은 computation unit 출력을 local FIFO에 쓰지 않고 다른 PE로 

직접 forward해 operation당 1 cycle을 줄인다. Multi-precision SIMD computation unit은 

64-bit datapath 안에서 8/16/32-bit vector operation을 지원한다. 

STELLA는 2-stage elastic PE pipeline으로 cyclic FIFO handshake의 combinational loop를 

decouple하고, scoreboard-based dispatch로 false dependency에 따른 불필요한 stall을 줄

인다. TSMC 16 nm FinFET으로 제작된 칩은 9 𝑚𝑚𝑚𝑚2 chip 중 core area 0.81 𝑚𝑚𝑚𝑚2를 사용

하며, 1.0 V에서 최대 850 MHz로 동작한다. LayerNorm, polynomial GELU, circular 

convolution, FFT를 대상으로 한 평가에서 최대 110 GOPS/𝑚𝑚𝑚𝑚2를 달성했고, baseline 

CGRA 대비 effective kernel throughput을 4.84-7.14x 개선하였다. Per-PE hardware loop 

control은 1.58-5.94x speedup을, PE-level fast forwarding과 runtime data reuse는 1.57-

1.98x speedup을 제공한다. 
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