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이번 2026 IEEE CICC의 Session 33에서는 compute-in-memory(CIM), emerging memory, 

AI accelerator, 저전력 디지털 회로를 주제로 총 8편의 논문이 발표되었다. 최근 

Transformer 및 LLM과 같은 대규모 AI 모델이 edge device로 확장되면서, 연산량 뿐 아

니라 weight 이동, KV cache 접근, SoftMax 연산, 모델 압축에 따른 정확도 저하가 중요한 

설계 이슈로 부각되고 있다. 본 리뷰에서는 그중 AI model acceleration 및 CIM 구조 관

점에서 의미가 큰 #33-1, #33-2, #33-4, #33-6 논문을 중심으로 살펴보고자 한다. 

 

#33-1 본 논문은 HKUST 및 University of Macau 연구진이 발표한 것으로, Transformer 

연산을 위한 65nm all-digital compute-in-memory accelerator인 TOKCIM을 제안하였다. 

기존 digital CIM 구조는 weight를 memory array 내부에 저장하고 연산하여 데이터 이동

을 줄일 수 있지만, sparsity가 존재하더라도 weight loading과 CIM 연산 과정에서 모든 

row를 활성화해야 하는 경우가 많다. 또한 Transformer에서 반복적으로 사용되는 

SoftMax는 exponential과 division을 포함하기 때문에 하드웨어 구현 비용이 크다. 

이를 해결하기 위해 본 논문은 all-zero initialization(AZI)이 가능한 7T SRAM 기반 DCIM 

macro를 제안하였다. Power-on sequence를 제어하여 array를 0으로 초기화하고, group 

pruning을 통해 all-zero row가 많이 발생하도록 한 뒤, zero-skipping write circuit과 all-

zero row skipper를 이용해 write 및 read 과정에서 zero row를 건너뛴다. 또한 SoftMax 

unit에서는 큰 입력 값 일부만 선택하여 계산하는 optimal value selection 방식을 사용해 

비선형 연산 오버헤드를 줄였다. 제작된 칩은 65nm CMOS 공정에서 구현되었으며, 

Q8BERT와 GLUE dataset 평가에서 5.73 TOPS/W의 에너지 효율과 0.29 TOPS/mm²의 

compute efficiency를 달성하였다. 



 

[그림 1] Transformer를 위한 CIM의 문제점과 논문 #33-1의 해결법 

 

#33-2 본 논문은 HKUST 연구진이 발표한 D²CIM으로, FlashMLA 기반 LLM decoding을 

위한 28nm digital CIM macro를 제안하였다. LLM inference에서 prefilling 단계는 여러 

token을 병렬로 처리할 수 있어 CIM 구조와 잘 맞지만, decoding 단계는 token을 하나

씩 생성하므로 weight와 KV cache를 지속적으로 갱신해야 한다. 이로 인해 기존 DCIM 

구조에서는 stationary reuse가 약해지고, irregular matrix shape와 잦은 data movement로 

인해 utilization이 낮아진다. 

D²CIM은 이러한 문제를 해결하기 위해 hybrid adder-tree and accumulator(AT–ACC) MAC 

scheme을 제안하였다. AT path는 wide-but-shallow matrix multiplication을, ACC path는 

narrow-but-deep matrix multiplication을 효율적으로 처리하여 LoRA 및 dynamic KV 

workload의 다양한 matrix shape에 대응한다. 또한 transpose-free FP8 alignment를 통해 

compressed KV matrix를 score 계산과 context 계산에 재사용할 수 있도록 하고, CIM-

friendly flash-attention dataflow를 통해 VMM, SoftMax, normalization 사이의 throughput 

mismatch를 완화하였다. 측정 결과, D²CIM은 최대 53.3 TFLOPS/W를 달성하였으며, 

DeepSeek V3 모델 평가에서 runtime latency를 2.57배 개선하였다. 



 

[그림 2] Flash-MLA의 문제점과 논문 #33-2의 해결법 

 

#33-4 본 논문은 Southern University of Science and Technology 및 공동 연구진이 발표

한 것으로, BF16×1-bit 연산을 지원하는 CIM 기반 BERT accelerator를 제안하였다. 기존 

INT8 quantization과 structured sparsity는 edge BERT inference의 메모리 접근을 줄일 수 

있지만, aggressive sparsity는 정확도 저하를 유발할 수 있고 8-bit weight 이동 비용도 여

전히 크다. 반면 binary weight는 모델 크기를 크게 줄일 수 있지만, activation precision까

지 낮아질 경우 정확도 손실이 커진다. 

본 논문은 BF16 activation과 1-bit weight를 결합하여 정확도와 효율 사이의 trade-off를 

완화하였다. 알고리즘 측면에서는 ternary weight splitting(TWS)을 사용하여 먼저 half-

width ternary model을 학습한 뒤 full-width binary model로 확장하고, knowledge 

distillation을 통해 정확도 손실을 줄였다. 그 결과 BERT model을 32배 압축하면서도 

SST-2 dataset에서 0.5% 수준의 작은 정확도 손실만을 보였다. 하드웨어 측면에서는 

batch-wise mantissa alignment를 적용한 BF16×1-bit processing element와 group-vector 

systolic CIM architecture를 통해 BF16 alignment overhead와 tensor reshaping overhead

를 줄였다. 제작된 28nm CMOS 칩은 BF16×1-bit 연산에서 24.46 TOPS/W, peak area 

efficiency 3.04 TOPS/mm²를 달성하였다. 

 

#33-6 본 논문은 Georgia Institute of Technology 연구진이 발표한 것으로, State-Space 

Model(SSM)을 위한 fully analog multi-layer CIM 구조인 FAST-CIM을 제안하였다. SSM은 

Transformer와 달리 sequence length에 대해 연산량이 선형적으로 증가하며, 입력을 순차

적으로 처리하면서 fixed-width hidden state를 유지한다. 이러한 특성은 중간 buffering과 



반복적인 data conversion 부담을 줄일 수 있어, analog signal을 stage 간에 유지하는 

CIM 구조와 잘 맞는다. 

FAST-CIM은 Mamba-style SSM block을 SRAM 기반 analog CIM으로 매핑하였다. 

Feedforward projection은 8T-SRAM 기반 analog CIM array로 구현하고, recurrent state 

update는 별도의 recurrent CIM macro에서 수행한다. 계산된 state는 State Write And 

Propagate(SWAP) 회로에 저장되어 다음 cycle의 feedback으로 사용되며, Gain 

Amplification Interface Node(GAIN) 회로를 통해 여러 CIM macro 사이에서 analog signal

을 전달한다. 28nm CMOS test chip은 recurrent state update에서 평균 4.05% error를 보

였으며, 최대 92.5 TOPS/W의 compute efficiency와 28.8 TOPS/mm²의 compute density를 

달성하였다. 

 

[그림 3] #33-6의 알고리즘, 아키텍처, 칩-레벨 공동 최적화 방법 

 

이외에도 #33-3은 full Boolean logic을 지원하는 eDRAM 기반 digital CIM 구조를 제안하

였고, #33-5는 STT-MRAM macro의 density와 reliability를 높이기 위한 bottom-up 

refinement 방법론을 제시하였다. #33-7은 TSP를 위한 CIM 기반 annealing processor를, 



#33-8은 clock gating 환경에서 data retention을 지원하는 18T dynamic-active static-

sleep flip-flop을 제안하였다. 

 

종합적으로 Session 33은 CIM이 단순한 matrix multiplication 가속 구조를 넘어, 

Transformer, LLM decoding, BERT, SSM 등 다양한 workload의 특성에 맞춰 세분화되고 있

음을 보여주었다. 특히 sparsity, SoftMax, FP8 alignment, binary weight, recurrent state 

update와 같은 알고리즘 수준의 특성을 회로 구조에 직접 반영한 점이 인상적이었다. 
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